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1-   مقدمه

پيشرفتهاي بوجود آمده در جمع آوري داده و قابليتهاي ذخيره سازي در طي دهه​هاي اخير باعث شده در بسياري از علوم با حجم بزرگي از اطلاعات روبرو شويم. محققان در زمينه​هاي مختلف مانند مهندسي، ستاره شناسي، زيست شناسي و اقتصاد هر روز با مشاهدات بيشتر و بيشتري روبرو مي​شوند. در مقايسه با بسترهاي داده​اي قديمي و كوچكتر، بسترهاي داده​اي امروزي چالشهاي جديدي در تحليل داده​ها بوجود آورده​اند. روشهاي آماري سنتي به دو دليل امروزه كارائي خود را از دست داده​اند. علت اول افزايش تعداد مشاهدات (observations) است، و علت دوم كه از اهميت بالاتري برخوردار است افزايش تعداد متغيرهاي مربوط به يك مشاهده مي​باشد.
تعداد متغيرهايي كه براي هر مشاهده بايد اندازه گيري شود ابعاد داده ناميده مي​شود. عبارت "متغير" (variable) بيشتر در آمار استفاده مي​شود در حالي كه در علوم كامپيوتر و يادگيري ماشين بيشتر از عبارات "ويژگي" (feature) و يا "صفت" (attribute) استفاده مي​گردد.
بسترهاي داده​اي كه داراي ابعاد زيادي هستند عليرغم فرصتهايي كه به وجود مي​آورند، چالشهاي محاسباتي زيادي را ايجاد مي​كنند. يكي از مشكلات داده​هاي با ابعاد زياد اينست كه در بيشتر مواقع تمام ويژگيهاي داده​ها براي يافتن دانشي كه در داده​ها نهفته است مهم و حياتي نيستند. به همين دليل در بسياري از زمينه​ها كاهش ابعاد داده يكي از مباحث قابل توجه باقي مانده است.
روشهاي كاهش ابعاد داده به دو دسته تقسيم مي​شوند:

· روشهاي مبتني بر استخراج ويژگي: اين روشها يك فضاي چند بعدي را به يك فضاي با ابعاد كمتر نگاشت مي​كنند. در واقع با تركيب مقادير ويژگيهاي موجود، تعداد كمتري ويژگي بوجود مي​آورند بطوريكه اين ويژگيها داراي تمام (يا بخش اعظمي از) اطلاعات موجود در ويژگيهاي اوليه باشند. اين روشها به دو دسته​ي خطي و غير خطي تقسيم مي​شوند.
· روشهاي مبتني بر انتخاب ويژگي: اين روشها سعي مي​كنند با انتخاب زيرمجموعه​اي از ويژگيهاي اوليه، ابعاد داده​ها را كاهش دهند. در پاره​اي از اوقات تحليلهاي داده​اي نظير طبقه​بندي برروي فضاي كاسته شده نسبت به فضاي اصلي بهتر عمل مي​كند.
در تهيه اين گزارش كمتر به اثباتهاي رياضي پرداخته شده و بيشتر به مفاهيم و كاربرد روشها توجه شده است. در فصل دوم از اين گزارش، به مطالعه​ي روشهاي مبتني بر استخراج ويژگي پرداخته​ايم. در تهيه​ي مطالب اين فصل سعي كرده​ايم با ارائه​ي مثالهاي مناسب، خواننده را در درك بهتر مفاهيم مربوطه ياري رسانيم. در اين فصل، چهار روش ارائه شده است كه همگي از نوع خطي هستند. بدليل حجم زياد مطالب، مجالي براي پرداختن به روشهاي ديگر خطي و روشهاي غير خطي باقي نماند. اميد است در آينده مطالب اين فصل توسط اينجانب يا دانشجويان ديگر كاملتر شود.
در فصل سوم روشهاي مبتني بر انتخاب ويژگي ارائه شده است. مي​توان گفت در اين فصل يك مطالعه​ اجمالي برروي تمامي روشهاي انتخاب ويژگي انجام شده است. در تهيه​ي مطالب اين فصل، از گزارش "معرفي روشهاي مختلف انتخاب ويژگي" توسط صادق سليمان​پور استفاده شده است كه جا دارد در همين​جا از ايشان تشكر نمايم.
2- روشهای مبتنی بر استخراج ويژگی

همانطور كه در فصل اول اشاره شد روشهاي مبتني بر استخراج ويژگي، يك فضاي چند بعدي را به يك فضاي با ابعاد كمتر نگاشت مي​دهند. اين روشها به دو دسته​ي خطي و غيرخطي تقسيم مي​شوند. روشهاي خطي كه ساده​ترند و فهم آنها راحت​تر است بدنبال يافتن يك زيرفضاي تخت عمومي
 هستند. اما روشهاي غيرخطي كه مشكلترند و تحليل آنها سخت​تر است بدنبال يافتن يك زيرفضاي تخت محلي
 مي​باشند.

از روشهاي خطي مي​توان به DFT، DWT، PCA و FA اشاره كرد كه آنها را به ترتيب در ادامه​ي همين فصل توضيح خواهيم داد. روشهاي ديگر غيرخطي عبارتند از:
· Projection Pursuit (PP) : برخلاف روشهاي PCA و FA مي​تواند اطلاعات بالاتر از مرتبه​ي دوم را تركيب نمايد. بنابراين روش مناسبي است براي بسترهاي داده​اي غير گاوسي.
· Independent Component Analysis (ICA) : اين روش نيز يك نگاشت خطي انجام مي​دهد اما بردارهاي اين نگاشت لزوماً بر يكديگر عمود نيستند، در حالي كه در روشهاي ديگر مانند PCA اين بردارها بر هم عمودند.
· Random Projection (PP) : يك روش ساده و در عين حال قدرتمند براي كاهش ابعاد داده است كه از ماتريسهاي نگاشت تصادفي براي نگاشت داده​ها به يك فضاي با ابعاد كمتر استفاده مي​كند.
از روشهاي غيرخطي نيز مي​توان به موارد زير اشاره كرد:

· Principal Curves
· Self Organizing Maps

· Vector Quantization
· Genetic and Evolutionary Algorithms

· Regression

مسئله​ي كاهش ابعاد داده را بطور رياضي مي​توان به اينصورت بيان كرد: يك متغير تصادفي p-بعدي [image: image2.png]


 داريم. مي​خواهيم متغير k-بعدي[image: image3.png]


 را به گونه​اي پيدا كنيم كه اولاً k ≤ p باشد و ثانياً s محتوياتي كه در x وجود دارد را بر اساس معياري خاص دارا باشد. روشهاي خطي سعي مي​كنند هر يك از اين k مؤلفه را از تركيب خطي p مؤلفه​ي اوليه بدست آورند.
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كه Wk×p ماتريس وزنهاي نگاشت خطي مي​باشد.

در مقاله [3] نگاهي اجمالي به كليه​ي روشهاي كاهش ابعاد داده​ي مبتني بر استخراج ويژگي شده است. در بخش 2-1 تبديل فوريه گسسته و در بخش 2-2 تبديل wavelet گسسته را شرح خواهيم داد. براي تهيه​ي بيشتر مطالبي كه در اين دو بخش ارائه شده از منبع [4] كه يك پايان نامه دكتري در زمينه​ي داده​كاوي برروي سريهاي زماني مي​باشد استفاده شده است. در بخش 2-3 روش PCA كه بهترين تبديل خطي به حساب مي​آيد را بيان خواهيم كرد. براي تهيه​ي اين بخش نيز از منبع [5] استفاده كرده​ايم كه يك tutorial بسيار عالي مي​باشد. در بخش 2-4 روش Factor Analysis را بيان كرده​ايم. مطالب اين بخش نيز از سايت اينترنت زير تهيه شده است.

http://en.wikipedia.org/wiki/Factor_analysis 
2-1- Discrete Fourier Transform (DFT)

در بسياري از کاربردها مرسوم است که از ترکيب توابع پايه​اي براي تقريب يک تابع استفاده شود. به عنوان مثال هر تابع پيوسته را مي​توان توسط مجموعه​اي از توابع چند جمله​اي نمايش داد. تبديل فوريه نوعي تبديل است که يک تابع را بصورت توابع پايه​اي سينوسي که هر کدام در مقاديري ضرب شده​اند نشان مي​دهد (شکل 1). از تبديل فوريه در بسياري از زمينه​هاي علمي مانند فيزيک، هندسه، آمار و پردازش سيگنال استفاده مي​شود.
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شکل 1- تبديل فوريه سعي مي​کند يک تابع را بصورت توابع پايه​اي سينوسي نشان دهد

تبديل فوريه يک تبديل برگشت پذير است. اين تبديل مي​تواند به دو صورت پيوسته يا گسسته انجام شود. در کامپيوتر و بخصوص در پردازش سيگنال معمولاً از تبديل فوريه​ي گسسته (DFT) استفاده مي​شود. خوشبختانه الگوريتمهاي سريعي تحت عنوان FFT
 براي تبديل فوريه​ي گسسته به وجود آمده است. در اين بخش مي​خواهيم کاربرد DFT را در کاهش ابعاد داده مورد بررسي قرار دهيم.

تعريف DFT - بردار [image: image6.png]


 را در نظر بگيريد. تبديل فوريه گسسته​ي اين بردار از رابطه​ي زير بدست مي​آيد.
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که در آن:
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معکوس تبديل فوريه گسسته نيز از اين رابطه بدست مي​آيد:
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توجه داشته باشيد که دو بردار [image: image10.png]


 و [image: image11.png]


 هم​اندازه هستند.

اگر بردار [image: image12.png]


 را مقادير يک سري زماني در نظر بگيريم، که x(t) مقدار مشاهده شده در زمان t است، تبديل فوريه برروي اين بردار، مقادير آن را از دامنه​ي زماني به دامنه​ي فرکانسي منتقل مي​کند. ضرايب بدست آمده از تبديل فوريه به گونه​اي مرتب شده قرار مي​گيرند بطوريکه ضرايب پر اهميت در سمت چپ و ضرايب کم اهميت​تر در سمت راست قرار مي​گيرند. بنابراين پر اهميت​ترين ضريب در X(0) و کم اهميت​ترين ضريب در X(N-1) ذخيره شده است. هرچه يک ضريب پر اهميت​تر باشد، بدان معني است که آن ضريب حاوي اطلاعات مهمتري (کلي​تري) از بردار [image: image13.png]


 مي​باشد.

براي کاهش ابعاد داده [image: image14.png]


 مي​توان ابتدا [image: image15.png]Y = DFT(X)



 را بدست آورده و سپس ضرايب کم اهميت را حذف نمود. بعنوان مثال بردار [image: image16.png]


 که سري زماني مربوط به قيمت روزانه​ي سهام شرکت IBM در سال 2001 مي​باشد را در نظر بگيريد. اين بردار که از 256 مؤلفه تشکيل شده است را در شکل زير نشان داده​ايم.
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شکل 2- قيمت روزانه سهام شرکت IBM در سال 2001

اکنون بردار [image: image18.png]Y = DFT(X)



 را محاسبه مي​کنيم. مسلماً [image: image19.png]


 نيز داراي 256 مؤلفه خواهد بود. اگر فقط 10 ضريب پر اهميت​تر در [image: image20.png]


 را نگه داشته و بقيه را حذف نماييم، نموداري شبيه به اولين نمودار در شکل 2 بدست خواهيم آورد. در اين شکل مشاهده مي​کنيد که هرچه تعداد ضرايب بيشتري را نگه داري نماييم، جزئيات نمودار بيشتر حفظ خواهد شد.
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شکل 3-  بازسازي نمودار قيمت روزانه سهام شرکت IBM با ضرايب بدست آمده از DFT

اين نمودارها از بالا به پايين به ترتيب با حفظ 10، 20، 40 و 80 ضريب DFT بدست آمده​اند

2-2- Discrete Wavelet Transform (DWT)
تبديل DWT براي اولين بار توسط شخصي به نام Alfred Haar بوجود آمد. تا کنون نسخه​هاي مختلفي براي DWT ارائه شده است، مانند Haar Wavelet، Newland Transform و Undecimated Wavelet Transform. اين تبديل نيز همانند تبديل فوريه بسيار پرکاربرد است و در بسياري از زمينه​هاي علوم و مهندسي مورد توجه قرار گرفته است. تبديل Haar Wavelet بدليل سادگي در پياده سازي و سرعت اجراي بالا، از محبوبيت بيشتري نسبت به ساير نسخه​هاي DWT برخوردار است. 

اين تبديل به اينصورت است که يک توالي به طول 2n در ورودي داريم. اين اعداد بصورت جفت جفت با هم جمع شده و اين حاصل جمع​ها به مرحله​ي بعد فرستاده مي​شوند. همچنين اختلاف هر جفت نيز محاسبه و ذخيره مي​شود. دوباره اين مرحله تکرار مي​شود با اين تفاوت که در ورودي، حاصل جمع جفتهاي مرحله​ي قبل قرار مي​گيرد. اين فرايند بطور بازگشتي تکرار مي​شود تا در نهايت يک عدد که حاصل جمع کل اعداد است بدست آيد. اين عدد به همراه 2n-1 اختلاف جفتها که در مراحل مختلف الگوريتم محاسبه شده بعنوان خروجي اين تبديل بازگردانده مي​شود. 

بعنوان مثال فرض کنيد مي​خواهيم تبديل Haar Wavelet را برروي رشته S بطول 8 اعمال نماييم.

S = (1, 3, 5, 11, 12, 13, 0, 1)

ابتدا اين اعداد را بصورت جفت جفت با هم جمع مي​کنيم.

(4, 16, 25, 1)

همچنين اختلاف اين جفتها را نيز محاسبه مي​کنيم.

(-2, -6, -1, -1)

واضح است که با استفاده از حاصل جمع جفتها و نيز اختلاف جفتها مي​توان رشته S را بدون از دست دادن هيچ اطلاعاتي دوباره بازسازي کرد. اکنون با اختلاف جفتها کاري نداريم و فقط آنها را ذخيره مي​کنيم. سپس همين مراحل را برروي اين چهار حاصل جمع تکرار مي​کنيم. درخت تجزيه​ي تبديل Haar Wavelet براي يک رشته به طول 8 در شکل زير نشان داده شده است.
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شکل 4- مراحل اجراي تبديل Haar Wavelet برروي يک رشته به طول 8

مراحل اجراي اين تبديل برروي رشته S را مي​توانيد در شکل زير مشاهده کنيد.
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شکل 5- مراحل اجراي تبديل Haar Wavelet برروي رشته S

حاصل جمع بدست آمده در آخرين مرحله، به همراه حاصل تفريق​هايي که در تمام مراحل ذخيره شده، بعنوان خروجي اين تبديل در نظر گرفته مي​شود. بنابراين:

DWT(S) = (46, -6, -12, 24, -2, -6, -1, -1)

مي​توان ديد که پيچيدگي زماني اين الگوريتم براي يک رشته به طول n برابر با O(n) مي​باشد.

اما چگونه مي​توان با استفاده از تبديل DWT ابعاد داده را کاهش داد؟ در اينجا نيز همانند تبديل فوريه، ضرايب بدست آمده به ترتيب پر اهميت تا کم اهميت مرتب شده​اند. در واقع ضرايب کم اهميت همانهايي هستند که در مراحل اوليه الگوريتم بدست مي​آيند (مثلاً در شکل 5 کم اهميت​ترين ضرايب مربوط به Resolution=3 هستند، يعني -2، -6، -1 و -1). با حذف ضرايب کم اهميت مي​توان حجم داده​ها را کاهش داد. البته مقدار کمي از اطلاعات نيز از بين مي​رود.

براي اينکه درک شهودي بهتري نسبت به حذف ضرايب کم اهميت و تأثير آن در از دست رفتن اطلاعات داشته باشيد به شکل 6 توجه کنيد. در اين شکل يک سري زماني را که با نقطه چين نشان داده شده، به همراه تبديل Haar Wavelet با حذف ضرايب کم اهميت را مشاهده مي​کنيد.
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شکل 6- کاهش ابعاد يک سري زماني توسط تبديل Haar Wavelet

از بالا به پايين، سطح resolution به ترتيب برابر است با 3، 4، 5 و 6
2-3- Principal Component Analysis (PCA)

تکنيک PCA بهترين روش براي کاهش ابعاد داده به صورت خطي مي​باشد. يعني با حذف ضرايب کم​اهميت بدست آمده از اين تبديل، اطلاعات از دست رفته نسبت به روشهاي ديگر کمتر است. البته کاربرد PCA محدود به کاهش ابعاد داده نمي​شود و در زمينه​هاي ديگري مانند شناسايي الگو و تشخيص چهره نيز مورد استفاده قرار مي​گيرد. در اين روش محورهاي مختصات جديدي براي داده​ها تعريف شده و داده​ها براساس اين محورهاي مختصات جديد بيان مي​شوند. اولين محور بايد در جهتي قرار گيرد که واريانس داده​ها ماکسيمم شود (يعني در جهتي که پراکندگي داده​ها بيشتر است). دومين محور بايد عمود بر محور اول به گونه​اي قرار گيرد که واريانس داده​ها ماکسيمم شود. به همين ترتيب محورهاي بعدي عمود بر تمامي محورهاي قبلي به گونه​اي قرار مي​گيرند که داده​ها در آن جهت داراي بيشترين پراکندگي باشند. در شکل زير اين مطلب براي داده​هاي دو بعدي نشان داده شده است.
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شکل 7- انتخاب محورهاي جديد براي داده​هاي دو بعدي
روش PCA به نامهاي ديگري نيز معروف است. مانند:

· Singular Value Decomposition (SVD)

· Karhunen Loeve Transform (KLT)

· Hotelling Transform

· Empirical Orthogonal Function (EOF)

قبل از اينکه به جزئيات اين روش بپردازيم ابتدا مفاهيم رياضي و آماري مرتبط با اين روش را بطور مختصر بيان مي​کنيم. اين مفاهيم شامل انحراف از معيار استاندارد، کواريانس، بردارهاي ويژه و مقادير ويژه مي​باشد.

2-3-1- مفاهيم مقدماتي مورد نياز در PCA

2-3-1-1- مفاهيم آماري
فرض کنيد X رشته​اي از مقادير است. ميانگين اين مقادير از رابطه زير بدست مي​آيد.
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انحراف از معيار نيز از رابطه زير محاسبه مي​شود.
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علت اينکه در مخرج رابطه فوق از عبارت n-1 استفاده شده (و نه n) اينست که فرض شده X شامل تمام مقادير موجود نيست بلکه تعدادي از اين مقادير انتخاب شده​اند و در X قرار گرفته​اند. يعني X مجموعه نمونه است و نه کل داده​ها. با اين فرض اگر از n-1 در رابطه فوق استفاده شود، انحراف از معيار بدست آمده به انحراف از معيار داده​هاي واقعي نزديکتر خواهد بود نسبت به اينکه از n استفاده شود. اگر اين توضيح شما را قانع نمي​کند مي​توانيد به سايت زير مراجعه کرده و با ديدن مثال ارائه شده، دليل استفاده از n-1 را بهتر درک نماييد. البته اگر X شامل تمام داده​ها باشد آنگاه بايد از n استفاده شود.

http://mathcentral.uregina.ca/RR/database/RR.09.95/weston2.html
با بتوان 2 رساندن انحراف از معيار، واريانس بدست مي​آيد.
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معيارهايي که در بالا ذکر شد فقط اطلاعات مربوط به يک بُعد را ارائه مي​کنند و دانشي در مورد ارتباط بين ابعاد مختلف به ما نمي​دهند. با استفاده از کواريانس مي​توانيم ارتباط بين ابعاد مختلف داده​ها را پيدا کنيم. فرض کنيد يک رشته ديگر از اعداد داريم که آن را با Y نشان مي​دهيم. کواريانس بين X و Y از رابطه زير بدست مي​آيد.
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مقداري که از رابطه بالا بدست مي​آيد در بازه [-1,1] قرار خواهد داشت که يکي از سه حالت زير را بوجود مي​آورد:

· اگر مقدار بدست آمده مثبت باشد آنگاه X و Y با هم افزايش يا کاهش مي​يابند.
· اگر مقدار بدست آمده منفي باشد آنگاه با افزايش X مقدار Y کاهش مي​يابد و بالعکس.
· اگر مقدار بدست آمده صفر باشد آنگاه X و Y از يکديگر مستقلند.
کواريانس بين تمامي ابعاد داده​ها را مي​توان دوبه​دو محاسبه کرده و در يک ماتريس ذخيره کرد. به اين ماتريس، ماتريس کواريانس مي​گويند. ماتريس کواريانس يک ماتريس مربعي متقارن است. مثلاً اگر سه بعد به نامهاي x، y و z داشته باشيم، ماتريس کواريانس آنها برابر است با:
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2-3-1-2- مفاهيم جبر ماتريسها

در اين بخش مفهوم بردار ويژه و مقادير ويژه را بيان مي​کنيم. همانطور که مي​دانيد براي اينکه بتوان دو ماتريس را در يکديگر ضرب کرد، آن دو بايد از نظر اندازه با هم سازگار باشند. بردارهاي ويژه نوع خاصي از ضرب ماتريسها را ارائه مي​کنند. به مثال زير توجه کنيد.
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در مثال اول بردار بدست آمده مضرب صحيحي از بردار اوليه نيست. اما در مثال دوم، بردار بدست آمده چهار برابر بردار اوليه مي​باشد. ماتريس 2×2 که در اين دو بردار ضرب کرده​ايم را مي​توان يک ماتريس تبديل
 در نظر گرفت که با ضرب آن در يک بردار مي​توان اندازه و راستاي آن بردار را تغيير داد. در ميان تمام بردارهايي که مي​توان ماتريس تبديل را در آنها ضرب کرد، بردارهايي وجود دارد که پس از تبديل راستاي آنها تغيير نمي​کند و فقط اندازه آنها ممکن است عوض شود، مانند بردار [3;2] در مثال فوق. اين بردارها را بردارهاي ويژه مي​نامند. براي هر بردار ويژه يک مقدار ويژه نيز وجود دارد که بيان مي​کند اندازه آن بردار (و تمام بردارهاي ديگر که در راستاي آن بردار هستند) پس از تبديل، چند برابر خواهد شد. در مثال فوق مقدار ويژه براي بردار [3;2] و البته تمام بردارهاي هم راستا با آن مانند [6;4] برابر با 4 مي​باشد.

بردارهاي ويژه و مقادير ويژه فقط براي ماتريسهاي مربعي معني پيدا مي​کنند. يک ماتريس n×n مي​تواند داراي n بردار ويژه باشد. به منظور استاندارد کردن بردارهاي ويژه، پس از يافتن بردارهاي ويژه اندازه آنها را به گونه​اي تغيير مي​دهند تا طول آنها برابر با يک شود. مثلاً براي بردار [3;2] داريم:
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ويژگي مهم بردارهاي ويژه اينست که آنها برهم عمودند. مثلاً ماتريس تبديل زير را در نظر بگيريد.
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با ضرب ماتريس A در هر بردار مي​توان قرينه آن بردار نسبت به خط y=0  را بدست آورد. بردارهاي ويژه​ي اين ماتريس عبارتند از [1;0] و [0;1]. مقادير ويژه​ي اين بردارها نيز به ترتيب -1 و 1 مي​باشد. همانطور که گفتيم اين دو بردار ويژه برهم عمودند.

بدست آوردن بردارهاي ويژه براي ماتريسهاي بزرگتر از 3×3 کار نسبتاً دشواري است. اين کار توسط يک الگوريتم بازگشتي انجام مي​شود که توضيح آن خارج از حوصله​ي اين گزارش (و نيز حوصله​ي نويسنده) است. براي اطلاعات بيشتر در اين رابطه مي​توانيد به کتاب [2] مراجعه کنيد.

2-3-2- الگوريتم PCA

در اين بخش الگوريتم PCA را با ذکر يک مثال توضيح مي​دهيم.

مرحله 1- انتخاب داده

در اينجا ما قصد داريم PCA را برروي يک مجموعه داده​ي دو بعدي اعمال کنيم. اين داده​ها در شکل زير نشان داده شده است.
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شکل 8- داده​هاي دوبعدي اوليه که قرار است PCA برروي آنها اعمال شود

مرحله 2- کم کردن ميانگين از داده​ها

در اين مرحله، ميانگين هر بُعد را از مقادير آن بُعد کم مي​کنيم تا ميانگين داده​ها در هر بُعد صفر شود.

مرحله 3- محاسبه​ي ماتريس کواريانس

ماتريس کواريانس را به طريقي که در بالا ذکر شد براي داده​ها بدست مي​آوريم. براي مثال ما اين ماتريس، يک ماتريس 2×2 است:
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مرحله 4- محاسبه​ي بردارهاي ويژه و مقادير ويژه

اکنون بردارهاي ويژه و مقادير ويژه​ي ماتريس کواريانس را محاسبه مي​کنيم. ماتريس کواريانس، يک ماتريس نيمه قطعي مثبت متقارن
 است. طبق قضاياي جبر خطي، يک ماتريس متقارن n×n داراي n بردار ويژه​ي مستقل و n مقدار ويژه مي​باشد. همچنين يک ماتريس نيمه قطعي مثبت، داراي مقادير ويژه​ي غير منفي است. اين مقادير براي مثال ما برابر است با:
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توجه داشته باشيد که اين دو بردار ويژه به گونه​اي انتخاب شده​اند که طول هر دو برابر با 1 باشد. اما اين دو بردار چه چيزي به ما مي​دهد؟ ما راستاي اين دو بردار را در شکل 9 نشان داده​ايم. همانطور که مي​بينيد يکي از اين دو بردار در جهتي قرار گرفته است که داده​ها در آن جهت بيشترين پراکندگي را دارند. بردار ديگر نيز عمود بر بردار اول است. و اما مقادير ويژه چه چيزي ارائه مي​دهند؟ در اين مثال برداري که در راستاي بيشترين پراکندگي داده​ها قرار گرفته داراي مقدار ويژه 1.284 و بردار ديگر داراي مقدار ويژه 0.049 مي​باشد. در واقع مقادير ويژه ميزان پراکندگي داده​ها در راستاي بردار ويژه​ي مربوطه را نشان مي​دهد. مي​توان گفت بردار ويژه​اي که داراي بزرگترين مقدار ويژه است مؤلفه​ي اصلي
 داده​هاي موجود مي​باشد.
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شکل 9- داده​هاي نرمالسازي شده (با کم شدن ميانگين) به همراه بردارهاي ويژگي ماتريس کواريانس

مرحله 5- انتخاب مؤلفه​ها و ساختن Feature Vector 

در اين مرحله مفهوم کاهش ابعاد داده وارد مي​شود. بردارهاي ويژه​اي که در مرحله​ي قبل بدست آورديم را بر اساس مقادير ويژه​ي آنها از بزرگ به کوچک مرتب مي​کنيم (توجه داشته  باشيد که مقادير ويژه​ي ماتريس کواريانس همگي بزرگتر يا مساوي صفر هستند). بدين ترتيب مؤلفه​هاي داده​ها از پر اهميت به کم اهميت مرتب مي​شوند. در اينجا اگر بخواهيم ابعاد داده​ها را کاهش دهيم مي​توانيم مؤلفه​هاي کم اهميت را حذف نماييم. البته اين کار با از دست دادن مقدار کمي اطلاعات همراه است.

کاري که بايد در اين مرحله انجام دهيم ايجاد يک Feature Vector است که در واقع ماتريسي از بردارها مي​باشد. اين ماتريس شامل آن بردارهاي ويژگي​اي است که ما مي​خواهيم آنها را نگه داريم. 
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اگر همه​ي بردارهاي ويژگي را در اين ماتريس قرار دهيم، هيچ اطلاعاتي از دست نخواهد رفت و دوباره مي​توانيم دقيقاً همان داده​هاي اوليه را بدست آوريم. در ادامه​ي مثال فوق، Feature Vector را برابر با مقدار زير در نظر مي​گيريم.
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مرحله 6- بدست آوردن داده​هاي جديد

در آخرين مرحله از PCA فقط بايد ترانهاده​ي ماتريس Feature Vector که در مرحله​ي قبل بدست آورديم را در ترانهاده​ي داده​هاي نرمالسازي شده ضرب نماييم.
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که RowFeatureVector ماتريسي است که بردارهاي ويژه در سطرهاي آن به ترتيب مقادير ويژه از بالا به پايين قرار گرفته​اند، و RowDataAdjust ماتريسي است که شامل داده​هايي است که ميانگين هر بُعد از آن بُعد کم شده است. در اين ماتريس، داده​ها در ستونهاي آن ذخيره شده و هر سطر آن مربوط به يک بُعد است. در مثال ذکر شده بدليل اينکه ما فقط يکي از بردارهاي ويژه را انتخاب کرديم داده​هاي بدست آمده از PCA، داده​هاي يک بُعدي مي​باشند.
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شکل 10- داده​هاي بدست آمده از تبديل PCA با انتخاب مهمترين بردار ويژگي
با استفاده از رابطه​ي زير مي​توانيم مقاديري که از تبديل PCA بدست آورده​ايم را به داده​هاي اوليه که مقدار ميانگين از آنها کم شده بازگردانيم.
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بدليل اينکه ماتريس RowFeatureVector حاوي بردارهاي ويژه​ي يکه است، معکوس آن با ترانهاده​ي آن برابر است. بنابراين:
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با اضافه کردن ميانگين، داده​هاي اوليه را خواهيم داشت:
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در شکل زير داده​هايي که پس از تبديل PCA بازيابي شده​اند را مشاهده مي​کنيد. همانطور که مي​بينيد مقدار کمي اطلاعات از بين رفته است و باعث شده داده​ها همگي در امتداد يک خط راست قرار گيرند.
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شکل 11- داده​هاي بازيابي شده از تبديل PCA با انتخاب مهمترين بردار ويژگي
2-4- Factor Analysis (FA)

FA يکي از روشهاي آماري است که مي​تواند چندين متغير تصادفي مشاهده شده را توسط تعداد کمتري متغير تصادفي (که در داده ها پنهان هستند) نمايش دهد. اين متغيرهاي تصادفي پنهان، فاکتور (factor) ناميده مي شوند. اين روش سعي مي کند متغيرهاي تصادفي مشاهده شده را توسط ترکيب خطي فاکتورها بعلاوه​ي مقداري خطا مدلسازي نمايد. روش FA از رشته هوش سنجي سرچشمه گرفته و در زمينه​هاي علوم اجتماعي، بازاريابي، مديريت توليد، تحقيق در عمليات و علوم کاربردي ديگر که با حجم بزرگي از داده​ها سروکار دارند مورد استفاده قرار گرفته است. اين روش براي اولين بار حدود 100 سال پيش توسط يک روانشناس به نام Charles Spearman ابداع شد. اين شخص نظريه​اي به نام g theory ارائه داد و در آن ادعا کرد که تمام توانمنديهاي ذهني افراد مانند مهارتهاي رياضي، مهارتهاي هنري، دايره لغات، توانايي استدلالهاي منطقي و غيره را مي​توان توسط يک فاکتور به نام هوش عمومي
 بيان کرد. البته اين نظريه امروزه رد شده و تحقيقات انجام شده نشان مي​دهد که توانمنديهاي ذهني حداقل از سه فاکتور به نامهاي توانائي رياضي، توانائي شفاهي و توانائي منطقي تشکيل شده است. روانشناسان زيادي بر اين باورند که علاوه بر اين سه فاکتور، فاکتورهاي ديگري وجود دارد که مي​تواند بر توانمنديهاي ذهني افراد تأثيرگذار باشد.

اجازه بدهيد با يک مثال اين موضوع را ادامه دهيم. فرض کنيد يک روانشناس نظريه​اي ارائه داده و در آن ادعا کرده که دو نوع هوش به نامهاي هوش شفاهي
 و هوش رياضي
 وجود دارد. اين نظريه از بررسي نمرات 1000 دانشجو در 10 درس مختلف بدست آمده است. اگر يک دانشجو را از اين مجموعه بطور تصادفي انتخاب نماييم، 10 نمره​ي مربوط به آن دانشجو، متغيرهاي تصادفي محسوب مي​شوند. نظريه​ي اين روانشناس مي​گويد ميانگين هر يک از اين 10 درس براي دانشجوياني که داراي هوش شفاهي در يک سطح خاص و نيز هوش رياضي در يک سطح خاص هستند برابر است با يک عدد مشخص ضرب در سطح هوش شفاهي بعلاوه​ي يک عدد مشخص ديگر ضرب در هوش رياضي. بعبارت ديگر اين مقادير را مي​توان از ترکيب خطي دو فاکتور هوش شفاهي و هوش رياضي بدست آورد. بر طبق ادعاي اين نظريه، اعدادي که در هر يک از اين دو نوع هوش ضرب شده​اند، براي تمامي دانشجويان يکسان است. به اين اعداد factor loadings مي​گويند. بعنوان مثال ميانگين (اميد رياضي) نمره يک دانشجو در درس کالبد شناسي مي​تواند از رابطه زير بدست آيد:

{10 × the student’s verbal intelligence + 6 × the student’s mathematical intelligence}

اعداد 10 و 6، factor loadingهاي درس کالبد شناسي مي​باشند. دروس ديگر ممکن factor loadingهاي متفاوتي داشته باشند. دو دانشجو که داراي هوش شفاهي برابر و نيز هوش رياضي برابر هستند لزوماً داراي نمره يکساني در درس کالبد شناسي نيستند. زيرا تک نمره با ميانگين نمرات فرق مي​کند. به اين اختلاف، خطا (error) مي​گوييم.

در اين مثال داده​هايي که قرار است FA برروي آنها اعمال شود عبارتست از 10 نمره براي هر يک از 1000 دانشجو، يعني مجموعاً 10000 عدد که داده​هاي ما را تشکيل مي​دهند. مقادير factor loading براي هر درس و سطح هر يک از دو نوع هوش براي هر دانشجو بايد از اين داده​هاي موجود استخراج شود. حتي تعداد فاکتورهاي موجود در داده​ها (که در اين مثال برابر با 2 است) را بايد از اين داده​ها بدست آورد.

مدل رياضي براي مثال فوق را مي​توان به اين صورت نوشت:

به ازاي i=1,…,1000 ، نمرات دانشجوي شماره i برابر است با
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که در آن:

· xk,i : نمره​ي دانشجوي i در درس k
· vi : هوش شفاهي دانشجوي i
· mi: هوش رياضي دانشجوي i

· Lk,j : مقدار factor loading براي درس k، به ازاي j=1,2
· k,iε : اختلاف بين نمره​ي دانشجوي شماره i در درس k و ميانگين نمرات تمام دانشجوياني که داراي هوش شفاهي و رياضي در همان سطح دانشجوي i هستند در درس k
عبارات فوق را با استفاده از عبارات ماتريسي مي​توان به اين صورت نوشت:

X = µ + LF + ε

که در آن:

· X : يک ماتريس 10×1000 از متغيرهاي تصادفي مشاهده شده (در اينجا نمرات دانشجويان)
· µ : يک ماتريس ستوني 10×1 از ثابتهاي پنهان (در واقع اين ماتريس را بايد يک ماتريس 10×1000 در نظر گرفت که در آن مقاديري که در يک سطر قرار گرفته اند با هم برابرند)
· L : يک ماتريس 10×2 که حاوي مقادير factor loading است
· F : يک ماتريس 2×1000 که حاوي ميزان هوش رياضي و شفاهي هر يک از دانشجويان است
· ε : يک ماتريس 10×1000 که حاوي مقادير خطا است.
ماتريسهاي L، µ و واريانس خطاها در ε را بايد از ماتريس X بدست آورد. 

3- روشهای مبتنی بر انتخاب ويژگی
مساله انتخاب ويژگي، يکي از مسائلي است که در مبحث يادگيري ماشين و همچنين شناسائي آماري الگو مطرح است. اين مساله در بسياري از کاربردها (مانند طبقه بندي) اهميت به سزائي دارد، زيرا در اين کاربردها تعداد زيادي ويژگي وجود دارد، که بسياري از آنها يا بلااستفاده هستند و يا اينکه بار اطلاعاتي چنداني ندارند. حذف نکردن اين ويژگي​ها مشکلي از لحاظ اطلاعاتي ايجاد نمي​کند ولي بار محاسباتي را براي کاربرد مورد نظر بالا مي​برد. و علاوه بر اين باعث مي​شود که اطلاعات غير مفيد زيادي را به همراه داده​هاي مفيد ذخيره کنيم.

براي مساله انتخاب ويژگي، راه حل​ها و الگوريتم​هاي فراواني ارائه شده است که بعضي از آنها قدمت سي يا چهل ساله دارند. مشکل بعضي از الگوريتم​ها در زماني که ارائه شده بودند، بار محاسباتي زياد آنها بود، اگر چه امروزه با ظهور کامپيوترهاي سريع و منابع ذخيره سازي بزرگ اين مشکل، به چشم نمي​آيد ولي از طرف ديگر، مجموعه​هاي داده​اي بسيار بزرگ براي مسائل جديد باعث شده است که همچنان پيدا کردن يک الگوريتم سريع براي اين کار مهم باشد.

در اين بخش ما در ابتدا تعاريفي که براي انتخاب ويژگي ارائه شده​اند و  همچنين، تعاريف مورد نياز براي درک اين مساله را ارائه مي​دهيم. سپس روش​هاي مختلف براي اين مساله را بر اساس نوع و ترتيب توليد زيرمجموعه ويژگي​هاي کانديد و همچنين نحوه ارزيابي اين زيرمجموعه​ها دسته بندي مي​کنيم. سپس تعدادي از روش​هاي معرفي شده در هر دسته را معرفي و بر اساس اهميت، تا جائي که مقدور باشد، آنها را تشريح و الگوريتم برخي از آنها را ذکر مي​کنيم. لازم به ذکر است که بدليل اينکه مبحث انتخاب ويژگي به مبحث طبقه بندي بسيار نزديک است، بعضي از مسائلي که در اينجا مطرح مي​شود مربوط به مبحث طبقه بندي مي​باشد. توضيحات ارائه شده براي الگوريتم​هاي مختلف در حد آشنائي است. شما مي​توانيد براي کسب اطلاعات بيشتر به منابع معرفي شده مراجعه کنيد. 
3-1- تعاريف

مساله انتخاب ويژگي بوسيله نويسندگان مختلف،  از ديدگاه​هاي متفاوتي مورد بررسي قرار گرفته است. هر نويسنده نيز با توجه به نوع کاربرد، تعريفي را از آن ارائه داده است. در ادامه چند مورد از اين تعاريف را بيان مي​کنيم[6]:

1. تعريف ايده​آل​: پيدا کردن يک زيرمجموعه با حداقل اندازه ممکن، براي ويژگي​ها است، که براي هدف مورد نظر اطلاعات لازم و کافي را در بر داشته باشد. بديهي است که هدف تمام الگوريتم​ها و روش​هاي انتخاب ويژگي همين زير مجموعه است.
2. تعريف کلاسيک: انتخاب يک زيرمجموعه M عنصري از ميان N ويژگي، به طوريکه M < N باشد و همچنين مقدار يک تابع معيار
 براي زيرمجموعه مورد نظر، نسبت به ساير زيرمجموعه​هاي هم​اندازه ديگر بهينه باشد. اين تعريفي است که Fukunaga  و Narenda در سال 1977 ارائه داده​اند.
3. افزايش دقت پيشگوئي: هدف انتخاب ويژگي اين است که يک زيرمجموعه از ويژگي​ها براي افزايش دقت پيشگوئي انتخاب شوند. به عبارت ديگر کاهش اندازه ساختار بدون کاهش قابل ملاحظه در دقت پيشگوئي طبقه​بندي کننده​اي که با استفاده از ويژگيهاي داده شده بدست مي​آيد.
4. تخمين توزيع کلاس اصلي: هدف از انتخاب ويژگي اين است که يک زيرمجموعه کوچک از ويژگي​ها انتخاب شوند، توزيع ويژگي​هايي که انتخاب مي​شوند، بايستي تا حد امکان به توزيع کلاس اصلي با توجه به تمام مقادير ويژگي​هاي انتخاب شده نزديک باشد.
روش​هاي مختلف انتخاب ويژگي، تلاش مي​کنند تا از ميان N2 زير مجموعه کانديد، بهترين زيرمجموعه را پيدا کنند. در تمام اين روشها بر اساس کاربرد و نوع تعريف، زير مجموعه​اي به عنوان جواب انتخاب مي​شود، که  بتواند مقدار يک تابع ارزيابي را بهينه کند. با وجود اينکه هر روشي سعي مي​کند که بتواند، بهترين ويژگي​ها را انتخاب کند، اما با توجه به وسعت جواب​هاي ممکن، و اينکه اين مجموعه​هاي جواب بصورت تواني با N افزايش پيدا مي​کنند، پيدا کردن جواب بهينه مشکل و در N هاي متوسط و بزرگ بسيار پر هزينه است.

به طور کلي روش​هاي مختلف انتخاب ويژگي را بر اساس  نوع جستجو به دسته هاي مختلفي تقسيم بندي مي​کنند. در بعضي روش​ها تمام فضاي ممکن جستجو مي​گردد. در ساير روش​ها که مي​تواند مکاشفه​اي و يا جستجوي تصادفي باشد، در ازاي از دست دادن مقداري از کارآئي، فضاي جستجو کوچکتر مي​شود.

براي اينکه بتوانيم تقسيم بندي درستي از روش​هاي مختلف انتخاب ويژگي داشته باشيم، به اين صورت عمل مي​کنيم که فرآيند انتخاب ويژگي​ در تمامي روش​ها را به اين بخش​ها تقسيم​ مي​کنيم:

1. تابع توليد کننده
: اين تابع زير مجموعه​هاي کانديد را براي روش مورد نظر پيدا مي​کند.
2. تابع ارزيابي
: زيرمجموعه مورد نظر را بر اساس روش داده شده، ارزيابي و يک عدد به عنوان ميزان خوبي روش باز مي​گرداند. روش​هاي مختلف سعي در يافتن زيرمجموعه​اي دارند که اين مقدار را بهينه کند.
3. شرط خاتمه: براي تصميم​گيري در مورد زمان توقف الگوريتم.
4. تابع تعيين اعتبار
: تصميم مي​گيرد که آيا زير مجموعه انتخاب شده معتبر است يا خير؟
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شکل 12- فرآيند انتخاب ويژگي

تابع توليد کننده در واقع تابع جستجو است. اين تابع زيرمجموعه​هاي مختلف را به ترتيب توليد مي​کند، تا بوسيله تابع ارزيابي، مورد ارزيابي قرا بگيرد. تابع توليد کننده از يکي از حالت​هاي زير شروع به کار مي​کند:

1) بدون ويژگي 

2) با مجموعه تمام ويژگي​ها
3) با يک زيرمجموعه تصادفي
در حالت اول ويژگي​ها به ترتيب به مجموعه اضافه مي​شوند و زيرمجموعه​هاي جديد را توليد مي​کنند. اين عمل آنقدر تکرار مي​شود تا به زير مجموعه مورد نظر برسيم. به اينگونه روش​ها، روشهاي پائين به بالا مي​گويند.

در حالت دوم از يک مجموعه شامل تمام ويژگي​ها، شروع مي​کنيم و به مرور و در طي اجراي الگوريتم، ويژگي​ها را حذف مي​کنيم، تا به زيرمجموعه دلخواه برسيم. روش​هايي که به اين صورت عمل مي​کنند، روشهاي بالا به پائين نام دارند.

يک تابع ارزيابي، ميزان خوب بودن يک زيرمجموعه توليد شده را بررسي کرده و يک مقدار به عنوان ميزان خوب بودن زيرمجموعه مورد نظر بازمي​گرداند. اين مقدار با بهترين زيرمجموعه قبلي مقايسه مي​شود. اگر زير مجموعه جديد، بهتر از زيرمجموعه​هاي قديمي باشد، زيرمجموعه جديد به عنوان زيرمجموعه بهينه، جايگزين قبلي مي​شود.

بايد توجه داشت که بدون داشتن يک شرط خاتمه مناسب، فرآيند انتخاب ويژگي ممکن است، براي هميشه درون فضاي جستجو، براي يافتن جواب سرگردان بماند. شرط خاتمه مي​تواند بر پايه تابع توليد کننده باشد، مانند:

1) هر زمان که تعداد مشخصي ويژگي انتخاب شدند.

2) هر زمان که به تعداد مشخصي تکرار رسيديم.
و يا اينکه بر اساس تابع ارزيابي انتخاب شود، مانند:

1) وقتيکه اضافه يا حذف کردن ويژگي، زيرمجموعه بهتري را توليد نکند
2) وقتيکه به يک زيرمجموعه بهينه بر اساس تابع ارزيابي برسيم.
تابع تعيين اعتبار جزئي از فرآيند انتخاب ويژگي نيست، اما در عمل بايستي يک زيرمجموعه ويژگي را در شرايط مختلف تست کنيم تا ببينيم که آيا شرايط مورد نياز، براي حل مساله مورد نظر ما را دارد يا نه؟ براي اينکار مي​توانيم از داده​هاي نمونه​برداري شده و يا مجموعه داده هاي شبيه سازي شده استفاده کنيم.

3-2- روش​هاي مختلف انتخاب ويژگي

در اين بخش ابتدا روش​هاي مختلف انتخاب ويژگي را بر اساس دو معيار تابع توليد کننده و تابع ارزيابي طبقه بندي مي​کنيم. سپس آنها را بر اساس عملکرد دسته​بندي و نحوه اجراي هر دسته را به اختصار شرح مي​دهيم. 

3-2-1- توابع توليد کننده
اگر تعداد کل ويژگي​ها برابر N باشد، تعداد کل زيرمجموعه​هاي ممکن برابر 2N مي​شود. اين تعداد براي N هاي متوسط هم خيلي زياد است. بر اساس نحوه جستجو در ميان اين تعداد زير مجموعه، روشهاي مختلف انتخاب ويژگي را مي​توان به سه دسته زير تقسيم​بندي نمود:

1) جستجوي کامل

2) جستجوي مکاشفه​اي
3) جستجوي تصادفي
در ادامه به معرفي هر کدام از اين دسته​ها مي​پردازيم.
3-2-1-1- جستجوي کامل

در روش​هايي که از اين نوع جستجو استفاده مي​کنند، تابع توليد کننده بر اساس تابع ارزيابي استفاده شده، تمام فضاي جواب (زيرمجموعه​هاي ممکن) را براي يافتن جواب بهينه جستجو مي​کند. البته Schlimmer استدلال آورده است که[7]: "کامل بودن جستجو به اين معني نيست که جستجو بايد جامع باشد". 

توابع مکاشفه​اي مختلف زيادي طراحي شده​اند، تا جستجو را بدون از دست دادن شانس پيدا کردن جواب بهينه، کاهش دهند. اما با توجه به بزرگي فضاي جستجو، O(2N)، اين روش​ها باعث مي​شوند که فضاي کمتري جستجو شود. روش​ها و تکنيک​هاي مختلفي براي اينکار استفاده شده اند، بعضي از آنها از تکنيک بازگشت به عقب (Backtracking) نيز در جريان کار استفاده کرده​اند، مانند: branch and bound، best first search و .beam search
3-2-1-2- جستجوي مکاشفه ​اي

در روش​هاي با اين نوع جستجو، در هر بار اجراي الگوريتم، يک ويژگي به مجموعه ويژگي انتخاب شده، اضافه و يا از آن حذف مي​شود. به همين دليل پيچيدگي زماني آنها محدود و کمتر از O(N2) مي​باشد. در اينگونه موارد، اجراي الگوريتم خيلي سريع مي​باشد و پياده سازي آنها نيز بسيار ساده است.

3-2-1-3- جستجوي تصادفي

روش​هايي که از اين نوع جستجو استفاده مي​کنند، محدوده کمتري از فضاي کل حالات را جستجو مي​کنند، که اندازه اين محدوده  به حداکثر تعداد تکرار الگوريتم بستگي دارد. در اين روش​ها پيدا شدن جواب بهينه به اندازه منابع موجود و زمان اجراي الگوريتم بستگي دارد. در هر بار تکرار، تابع توليد کننده تعدادي از زيرمجموعه​هاي ممکن از فضاي جستجو را به صورت تصادفي انتخاب مي​کند و در اختيار تابع ارزيابي قرار مي​دهد. تابع توليد کننده تصادفي پارامتر​هايي دارد که بايستي تنظيم شوند، تنظيم مناسب اين پارامترها در سرعت رسيدن به جواب و پيدا شدن جواب​هاي بهتر موثر است.
3-2-2- تابع ارزيابي

پيدا شدن يک زيرمجموعه بهينه از مجموعه ويژگي​ها، به صورت مستقيم با انتخاب تابع ارزيابي بستگي دارد. چرا که اگر تابع ارزيابي به زيرمجموعه ويژگي بهينه يک مقدار نامناسب نسبت دهد، اين زيرمجموعه هيچگاه بعنوان زيرمجموعه بهينه انتخاب نمي​شود. مقاديري که توابع ارزيابي مختلف به يک زيرمجموعه مي​دهند، با هم متفاوت است. 

توابع ارزيابي را مي​توان به طرق مختلفي دسته بندي کرد. در اينجا ما دسته بندي​اي که توسط Dash و Liu ارائه شده است [6] را بيان مي​کنيم. آنها اين معيارها را به پنج دست تقسيم کرده​اند:

1. معيارهاي مبتني بر فاصله
: در اين معيارها، مثلاً براي يک مساله دو کلاسه، يک ويژگي يا يک مجموعه ويژگي مثل X بر يک ويژگي يا يک مجموعه ويژگي ديگر مثل Y ارجحيت دارد، اگر که با آن مجموعه ويژگي مقادير بزرگتري براي اختلاف بين احتمالات شرطي دو کلاس داشته باشيم. نمونه​اي از اين معيارها همان معيار فاصله اقليدسي مي​باشد.
2. معيارهاي مبتني بر اطلاعات
 : اين معيارها ميزان اطلاعاتي را که بوسيله يک ويژگي بدست مي​آيد را در نظر مي​گيرند. ويژگي X در اين روش​ها بر ويژگي Y اولويت دارد، اگر اطلاعات بدست آمده از ويژگي X بيشتر از اطلاعاتي باشد، که از ويژگي Y بدست مي​آيد. نمونه​اي از اين معيارها همان معيار آنتروپي مي​باشد.
3. معيارهاي مبتني بر وابستگي
: اين معيارها که با عنوان معيارهاي همبستگي
 نيز شناخته مي​شوند، قابليت پيشگوئي مقدار يک متغير بوسيله يک متغير ديگر را اندازه​گيري مي​کنند. ضريب (Coefficient) يکي از معيارهاي وابستگي کلاسيک است و مي​توانيم آنرا براي يافتن همبستگي بين يک ويژگي و يک کلاس به کار ببريم. اگر همبستگي ويژگي X با کلاس C بيشتر از همبستگي ويژگي Y با کلاس C باشد، در اينصورت ويژگي X بر ويژگي Y برتري دارد. با يک تغيير کوچک، مي​توانيم وابستگي يک ويژگي با ويژگي​هاي ديگر را اندازه​گيري کنيم. اين مقدار درجه افزونگي اين ويژگي را نشان مي​دهد. همه توابع ارزيابي بر پايه معيار وابستگي را مي​توانيم بين دو دسته معيارهاي مبتني بر فاصله و اطلاعات تقسيم کنيم. اما به خاطر اينکه اين روش​ها از يک ديد ديگر به مساله نگاه مي​کنند، اين کار را انجام نمي​دهيم.
4. معيارهاي مبتني بر سازگاري
: اين معيارها جديدتر هستند و اخيراً توجه بيشتري به آنها شده است. اين معيارها خصوصيات متفاوتي نسبت به ساير معيارها دارند، زيرا که به شدت به داده​هاي آموزشي تکيه دارند و در انتخاب يک زيرمجموعه از ويژگي​ها تمايل دارند، که مجموعه ويژگي​هاي کوچکتري را انتخاب کنند. اين روش​ها زيرمجموعه​هاي با کمترين اندازه را بر اساس از دست دادن يک مقدار قابل قبول سازگاري که توسط کاربر تعيين مي​شود، پيدا مي​کنند.
5. معيارهاي مبتني بر خطاي طبقه ​بندي کننده
: روش​هايي که اين نوع از تابع ارزيابي را استفاده مي​کنند، با عنوان "wrapper methods" شناخته مي​شوند. دقت عملکرد در اين روش​ها براي تعيين کلاسي که نمونه داده شده متعلق به آن است، براي نمونه​هاي ديده نشده بسيار بالا است، اما هزينه​هاي محاسباتي در آنها نيز نسبتاً زياد است.
در جدول زير مقايسه​اي بين انواع مختلف تابع ارزيابي، صرف نظر از نوع تابع توليد کننده مورد استفاده، انجام شده است. پارامترهايي که براي مقايسه استفاده شده​اند به صورت زير مي​باشند:

1. عموميت
: اينکه بتوان زيرمجموعه انتخاب شده را براي طبقه​بندي کننده​هاي متفاوت به کار ببريم.

2. پيچيدگي زماني: زمان لازم براي پيدا کردن زيرمجموعه ويژگي​ جواب.
3. دقت: دقت پيشگوئي با استفاده از زيرمجموعه انتخاب شده.

علامت "---" که در ستون آخر آمده است، به اين معني است که در مورد ميزان دقت حاصل نمي​توانيم مطلبي بگوئيم. بجز خطاي طبقه​بندي کننده، دقت ساير توابع ارزيابي به مجموعه داده مورد استفاده و طبقه بندي کننده​اي که بعد از انتخاب ويژگي براي طبقه​بندي کلاس​ها استفاده مي​شود، بستگي دارد.
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شکل 13- مقايسه توابع ارزيابي مختلف
3-2-3- دسته بندي و تشريح الگوريتم هاي مختلف انتخاب ويژگي
در اين قسمت بر اساس تابع ارزيابي و تابع توليد کننده، روش​هاي مختلف انتخاب ويژگي را به چند دسته تقسيم بندي مي​کنيم و سپس تعدادي از روش​ها را شرح داده و الگوريتم کار را به صورت شبه کد، ذکر مي​کنيم. 

قبل از اينکه بحث را ادامه دهيم، لازم است که متغيرهاي به کار رفته در شبه کدها را معرفي کنيم. اين متغيرها و شرح آنها به صورت زير مي​باشد:

· متغير D: مجموعه آموزشي
· متغير S: مجموعه ويژگي اصلي (شامل تمام ويژگي​ها)
· متغير N: تعداد ويژگي​ها 
· متغير T: زيرمجموعه ويژگي انتخاب شده
· متغير M: تعداد ويژگي​هاي انتخاب شده يا تعداد ويژگي​هايي که لازم است انتخاب شوند.
3-2-3-1- تابع ارزيابي مبتني بر فاصله - تابع توليد کننده مکاشفه اي
مهمترين روش در اين گروه Relief [8] است. در اينجا ما ابتدا اين روش را به عنوان نماينده اين گروه شرح مي​دهيم، سپس يک مرور مختصري بر ساير روش​ها خواهيم داشت. 

روش Relief از يک راه حل آماري براي انتخاب ويژگي استفاده مي​کند، همچنين يک روش مبتني بر وزن است که از الگوريتم​هاي مبتني بر نمونه الهام گرفته است. روش کار به اين صورت است که از ميان مجموعه نمونه​هاي آموزشي، يک زيرمجموعه نمونه انتخاب مي​کنيم. کاربر بايستي تعداد نمونه​ها(NoSample) در اين زيرمجموعه را مشخص کرده باشد. و آنرا به عنوان ورودي به الگوريتم ارائه دهد. الگوريتم به صورت تصادفي يک نمونه از اين زيرمجموعه​ را انتخاب مي​کند، سپس براي هر يک از ويژگيهاي اين نمونه، نزديکترين برخورد
 و نزديکترين شکست
 را بر اساس معيار اقليدسي پيدا مي​کند. 

نزديکترين برخورد نمونه​اي است که کمترين فاصله اقليدسي را در ميان ساير نمونه​هاي هم​کلاس با نمونه انتخاب شده دارد. نزديکترين شکست نيز نمونه​اي است که کمترين فاصله اقليدسي را در ميان نمونه​هايي که هم​کلاس با نمونه انتخاب شده نيستند، دارد. 

ايده اصلي در اين الگوريتم اين است که هر چه اختلاف بين اندازه يک ويژگي در نمونه انتخاب شده و نزديکترين برخورد کمتر باشد، اين ويژگي بهتر است و بعلاوه يک ويژگي خوب آن است که اختلاف بين اندازه آن ويژگي و نزديکترين شکست وي بيشتر باشد. دليل کار هم خيلي ساده است، ويژگي​هايي که به خوبي دو کلاس (يا يک کلاس از ساير کلاس​ها) را از هم تمييز مي​دهند، براي نمونه​هاي متعلق به دو کلاس متفاوت مقاديري نزديک به​هم نمي​دهند و يک فاصله معني​داري بين مقاديري که به نمونه​هاي يک کلاس مي​دهند و مقاديري که به ساير کلاس(ها) مي​دهند وجود دارد.

الگوريتم پس از تعيين نزديکترين برخورد و نزديکترين شکست، وزن​هاي ويژگي​ها را به روزرساني مي​کند، اين به​روز​رساني به اين صورت است که مربع اختلاف بين مقدار ويژگي مورد نظر در نمونه انتخاب شده و نمونه نزديکترين برخورد از وزن ويژگي کم مي​شود و در عوض مربع اختلاف بين مقدار ويژگي در نمونه انتخاب شده و نزديکترين شکست به وزن ويژگي اضافه مي​شود. هر چه مقدار اين وزن بزرگتر باشد، ويژگي مورد نظر، بهتر مي​تواند نمونه​هاي يک کلاس را از ديگران جدا کند.

 بعد از تعيين فاصله براي تمام نمونه​هاي موجود در مجموعه نمونه​ها، الگوريتم ويژگي​هايي را که وزن آنها کمتر يا مساوي با يک حد آستانه​اي است، را حذف مي​کند، و ساير ويژگي​ها بعنوان زيرمجموعه ويژگي جواب باز مي​گردند. مقدار حد آستانه​اي توسط کاربر تعيين مي​گردد، البته ممکن است که بصورت اتوماتيک بوسيکه يک تابعي از تعداد کل ويژگي​ها تعيين شود و يا اينکه با سعي و خطا تعيين گردد. همچنين مي​توان ويژگي​هايي که وزن آنها منفي است را حذف کرد.
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(2) Initialize all weights, W;, to zero.
(3) For i =1 to NoSample/* Arbitrarily chosen */
Randomly choose an instance x in D
Finds its nearHit and nearMiss
For j=1to N
W =W; — diff (xj, nearHit;)* + diff (x;, nearMiss ;)*
4 Forj=1to N
If W; = Threshold
Append feature fj to T
(5)Return T




شکل 14- الگوريتم Relief
الگوريتم Relief براي ويژگي​هاي داراي نويز يا ويژگي​هاي داراي همبستگي خوب کار مي​کند و پيچيدگي زماني آن بصورت خطي و تابعي از تعداد ويژگي​ها و تعداد نمونه​هاي مجموعه نمونه مي​باشد. و هم براي داده​هاي پيوسته و هم براي داده​هاي صوري خوب کار مي​کند. 

يکي از محدوديت​هاي اساسي اين الگوريتم اين است که ويژگي​هايي که داراي افزونگي باشند را پيدا نمي​کند و بنابراين مجموعه​هاي غير بهينه را پيدا مي​کند که داراي افزونگي هستند. اين مشکل را مي​توان با يک جستجوي تعيين جامعيت براي زيرمجموعه​هاي توليد شده توسط الگوريتم حل کرد. علاوه بر اين مشکل ديگر اين الگوريتم اين است که با مسائل دو کلاسه خوب کار مي​کند. اين محدوديت نيز با الگوريتم Relief-F [9] مرتفع شده است، با الگوريتم جديد مشکل داده​هاي غير کامل (نمونه​هاي آموزشي غيرکامل) نيز حل شده است. 

روشي که Jakub Segen [10] براي انتخاب ويژگي مطرح کرده است، از يک تابع ارزيابي استفاده مي​کند که مجموع يک معيار اختلاف آماري و يک معيار پيچيدگي ويژگي را محاسبه کرده و آنرا مينيمم مي​کند. اين الگوريتم، اولين ويژگي را که بهتر بتواند کلاس​ها را از هم تمييز دهد را پيدا مي​کند. سپس ويژگي​هايي را پيدا مي​کند، که در ترکيب با ويژگي​هاي انتخاب شده، جدائي​پذيري کلاس​ها را افزايش دهند. اين فرآيند زماني متوقف مي​شود که به حداقل معيار بازنمائي مورد انتظار برسيم.

3-2-3-2- تابع ارزيابي مبتني بر فاصله - تابع توليد کننده کامل
استفاده از اين ترکيب در روش​هاي قديمي نظير B&B (Branch and Bound) يافت مي​شود. ساير روش​هاي اين گروه، نسخه​هاي متفاوتي از B&B هستند. به اين ترتيب که يا يک تابع توليد کننده ديگري را استفاده کرده​اند (BFF [11]) و يا اينکه از يک تابع ارزيابي متفاوتي استفاده کرده​اند (Bobrowski’s method [12]). در اينجا ابتدا به شرح B&B مي​پردازيم و سپس يک شرح مختصري در مورد دو روش ديگر ارائه مي​دهيم.

تعريف کلاسيک ارائه شده بوسيله Fukunaga  و Narenda از انتخاب ويژگي، احتياج دارد که تابع ارزيابي يکنوا باشد. يعني اگر دو زيرمجموعه ويژگي A و B با اندازه​هاي M و N موجود باشند، و B
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A در اينصورت مقدار تابع ارزيابي براي A نبايد بيشتر از مقدار تابع براي B باشد. اين تعريف باعث ايجاد مشکل در مسائل دنياي واقعي مي​شود، زيرا اندازه تخميني زيرمجموعه ويژگي بهينه در حالت عمومي ناشناخته است.

البته به سادگي مي​توان اين تعريف را تغيير داد تا با مسائل عمومي سازگار شود، به اينصورت که مي​گوئيم: الگوريتم​هاي مشابه B&B تلاش مي​کنند که دو شرط زير را همزمان ارضاء کنند:

1. زيرمجموعه ويژگي جواب تا حد امکان کوچک باشد.

2. يک کران براي مقدار تابع ارزيابي را در نظر بگيرد. (يا يک اندازه مينيمم براي تعداد ويژگي​هاي انتخاب شده مثلاً بهترين زيرمجموعه ويژگي سه عنصري)
بوسيله کران تعيين شده، فضاي جستجو تا حد امکان کوچک مي​شود. به اين ترتيب الگوريتم B&B از  يک زيرمجموعه شامل تمام ويژگي​هاي موجود شروع مي​کند و درخت جستجو را تشکيل مي​دهد. در اين درخت در ريشه تمام ويژگي​ها قرار دارند و فرزندان وي، زيرمجموعه​هايي هستند که زيرمجموعه، گره پدر هستند و از حذف تنها يکي از عناصر پدرشان تشکيل شده​اند. اين روند براي ساير گره​هاي درخت تکرار مي​شود تا به مجموعه​ها تک عنصري (يا تعداد ويژگي​هاي تعيين شده بعنوان کران) برسيم. يعني برگ​هاي درخت مجموعه​هاي تک عنصري هستند و ريشه درخت يک مجموعه شامل همه ويژگي​هاي موجود.

با توجه به اين خاصيت که تمام زيرمجموعه​هاي يک مجموعه مقدار کمتري براي تابع ارزيابي دارند، در حين جستجو اگر يک گره به واسطه کم بودن مقدار تابع ارزيابي انتخاب نشد، زيرشاخه​هاي آنرا براي يافتن جواب جستجو نمي​کنيم، چون قطعاً تابع ارزيابي مقدار کمتري را براي آنها باز مي​گرداند. 

عموماً توابع ارزيابي زير براي اينکار استفاده مي​شوند:

· فاصله ماهالانوبيس (Mahalanobis Distance)
· تابع جداساز (Discriminant Function)
· معيار فيشر (Fisher Criterion)
· فاصله باتاچاريا (Bhattacharya) 
· Divergence
يک الگوريتم مشابه براي انتخاب ويژگي BFF است، در اين الگوريتم، تابع جستجو به اين صورت تغيير کرده است که مشابه حل مساله جستجوي يک مسير بهينه در يک درخت وزن​دار با يک استراتژي تغيير يافته از Best first search است. اين الگوريتم تضمين مي​کند که بهترين هدف(زيرمجموعه بهينه) بدون از دست دادن جامعيت مساله پيدا شود، البته با ارضاي معيار يکنوا بودن تابع ارزيابي.
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شکل 15- الگوريتم Branch and Bound
3-2-3-3- تابع ارزيابي مبتني بر اطلاعات - تابع توليد کننده مکاشفه ​اي
در اين دسته دو روش وجود دارد:

1) روش درخت تصميم(DTM) 

در روش درخت تصميم، نمونه​ها به يک الگوريتم C4.5​[15]، که يکي از درختهاي تصميم​گيري است اعمال مي​شوند، سپس درخت هرس شده حاصل از الگوريتم C4.5 را گرفته و کليه ويژگي​هايي که در آن وجود دارد را بعنوان جواب مساله باز مي​گردانيم. 

الگوريتم C4.5، از يک تابع مکاشفه بر پايه اطلاعات استفاده مي​کند، يک فرم ساده اين توابع براي مسائل دو کلاسه به صورت زير است:

[image: image51.png]I(p,n)





که در آن p  تعداد نمونه​هاي کلاس اول و n تعداد نمونه​هاي کلاس دوم است. فرض کنيد که صفت F1 بعنوان ريشه درخت در نظر گرفته شده است و مجموعه آموزشي را به دو زيرمجموعه T1 و T0 تقسيم کرده است. آنتروپي ويژگي F1 برابر است با:
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الگوريتم درخت تصميم به صورت زير است[13]:
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شکل 16- الگوريتم درخت تصميم

2) روش استفاده شده توسط Koller و Sahami​
روش استفاده شده توسط Koller و Sahami​ که اخيراً ارائه شده است، بر اين پايه استوار است که ويژگي​هايي که داده مفيد چنداني را در بر ندارند و يا اصلاً داده مفيدي را در اختيار قرار نمي​دهند و مي​توان آنها را با ساير ويژگي​ها نمايش داد، يا ويژگي​هايي که بي​ربط هستند و يا داده اضافي هستند، را شناسائي و حذف مي​کنيم. براي پياده سازي اين مطلب، تلاش مي​کنيم تا با پوشش مارکوف آنها را پيدا کنيم، به اين صورت که يک زيرمجموعه مانند T، يک پوشش مارکوف براي ويژگي fi است، اگر fi  براي زيرمجموعه T بصورت مشروط هم از کلاس و هم از ساير ويژگي​هايي که در T نيستند، مستقل باشد[14]. 

3-2-3-4- تابع ارزيابي مبتني بر اطلاعات - تابع توليد کننده کامل

مهمترين روشي که در اين گروه مي​توانيم پيدا کنيم، روش Minimum Description Length Method (MDLM) است[16]. نويسندگان اين روش تلاش مي​کنند تا همه ويژگي​هاي بدون استفاده
 (بي​ربط يا اضافي) را حذف نمايند، با اين ديد که اگر ويژگي​هاي زيرمجموعه V را بتوانيم بصورت يک تابع ثابتي مانند F که وابسته به کلاس نيست، بر اساس يک زيرمجموعه ويژگي ديگر مانند U بيان کنيم. در اين صورت وقتي که مقادير ويژگي​هاي زيرمجموعه U شناخته شده باشند، ويژگي​هاي موجود در زيرمجموعه V بدون استفاده هستند.

از ديدگاه انتخاب ويژگي، اجتماع دو زيرمجموعه U و V، مجموعه کامل، شامل تمام ويژگي​ها را تشکيل مي​دهد. و کاري که ما بايد در انتخاب ويژگي انجام دهيم اين است که اين دو زيرمجموعه را جدا کنيم. براي انجام اين کار، نويسندگان MDLM، از معيار Minimum Description Length Criterion (MDLC) که بوسيله Rissanen ارائه شده است[17]، استفاده کرده​اند. آنها فرمولي را بدست آورده​اند، که شامل تعداد بيتهاي لازم براي انتقال کلاسها، پارامترهاي بهينه سازي، ويژگي​هاي مفيد و ويژگي​هاي غيرمفيد است. الگوريتم تمام زيرمجموعه​هاي ممکن (2N) جستجو مي​کند و بعنوان خروجي زيرمجموعه​اي را بازمي​گرداند که معيار MDLC را ارضا کند. اين روش مي​تواند تمام ويژگي​هاي مفيدي را پيدا کند که داراي توزيع نرمال باشند. براي حالتهاي غير نرمال اين روش قادر نيست، ويژگي​هاي مفيد را پيدا کند. الگوريتم زير روش کار و فرمول​هاي استفاده شده را نشان مي​دهد.

[image: image54.png]MDLM(D)
(1) MDL =00
(2) For all feature subsets L
1.1 Compute Length, =3"\=4 &t 5 log T ‘DL ’)‘ +hy
where i = (N — M)(N + M + 3)log P+ Z;‘{ M(M +3)log P;,
N — total number of features,
M — number of features in the candidate subset,
P — total number of instances in D,
P; — number of instances with class label 7,
g — total number of class labels,
Dy, — covariance matrix formed from all the useful feature vectors,
Dy, (i) — covariance matrix formed from the useful feature vectors,
of class i,
|.| = denotes determinant.
1.2 If Length; < MDL then
T =L, MDL = Length;
(3) Return T’




شکل 17- الگوريتم روش Minimum Description Length Method (MDLM)
3-2-3-5- تابع ارزيابي مبتني بر وابستگي - تابع توليد کننده مکاشفه ​اي

دو روش عمده در اين گروه مي​بينيم:

1) Probability of Error & Average Correlation Coefficient (POE1ACC) 

که خود شامل هفت روش است[18]، ما در اينجا روش هفتم را که به گفته نويسنده کاملتر است را بررسي مي​کنيم.

در اين روش اولين ويژگي به اين صورت تعيين مي​شود که احتمال خطا را براي تمام ويژگي​ها محاسبه مي​کنيم، ويژگي با کمترين احتمال خطا (Pe)، به عنوان اولين ويژگي انتخاب مي​شود. ويژگي بعدي، آن ويژگي است که مجموع وزن​دار Pe و ميانگين ضريب همبستگي(ACC) با ويژگي(هاي) انتخاب شده را مينيمم کند.  ساير ويژگي​ها به همين ترتيب انتخاب مي​شوند. ميانگين ضريب همبستگي به اينصورت است که ميانگين ضريب همبستگي ويژگي کانديد با ويژگي​هاي انتخاب شده در آن نقطه محاسبه مي​شوند. 
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شکل 18- الگوريتم Probability of Error & Average Correlation Coefficient (POE1ACC)

اين روش مي​تواند تمام ويژگي​ها را بر اساس مجموع وزن​دار درجه​بندي کند. شرط خاتمه نيز در اين روش تعداد ويژگي​هاي مورد نياز خواهد بود.

2) روش PreSet
اين روش از تئوري مجموعه​هاي ناهموار
 استفاده مي​کند. در اينجا يک کاهش
 پيدا مي​کنيم. يک کاهش مانند R از يک مجموعه P به اين معني است که نمونه​ها بوسيله آن به خوبي مجموعه P طبقه بندي شوند. پس از پيدا کردن يک کاهش، تمام ويژگي​هايي که در مجموعه کاهش داده شده وجود ندارند، را از مجموعه ويژگي حذف مي​کنيم. سپس ويژگي​ها را بر اساس اهميت آنها درجه​بندي مي​کنيم. اهميت يک ويژگي بر اين اساس بيان مي​شود که يک ويژگي در جريان کلاس​بندي چقدر اهميت دارد. اين معيار بر پايه صفات وابستگي ويژگي تعيين مي​گردد [19].

3-2-3-6- تابع ارزيابي مبتني بر سازگاري - تابع توليد کننده کامل

روش​هايي که در اين گروه قرار دارند، در سالهاي اخير ارائه شده​اند. ما به صورت مختصر سه روش اين گروه را بررسي مي​کنيم ولي بحث اصلي ما بر روي روش اول است.

1) روش Focus 
اين روش يک حداقل گرا است، به اين معني که سعي مي​کند که حداقل تعداد ويژگي ممکن را براي ارائه پيدا کند. اين روش فرضيه​هاي قابل تعريف را بررسي کرده و فرضيه​اي که بتواند سازگاري را با حداقل تعداد ويژگي ممکن برقرار کند را بعنوان جواب بازمي​گرداند. 
در ساده​ترين پياده سازي براي اين روش، براي يافتن يک ناسازگاري با يک زيرمجموعه از ويژگي​هاي انتخاب شده، درخت جستجو را به صورت سطح به سطح (جستجو در پهنا)، پيمايش مي​کنيم. در اين جريان که از مجموعه​هاي کوچکتر شروع مي​شود، در صورتي که به يک ناسازگاري برسيم، مجموعه انتخاب شده رد مي​شود و جستجو با مجموعه بعدي ادامه مي​يابد. به محض اينکه به يک مجموعه برسيم که ناسازگاري نداشته باشد، جستجو متوقف شده و مجموعه ياد شده به عنوان جواب انتخاب مي​شود.

مي​توان گفت که اين روش به نويز حساس است و نمي​تواند نويز را مديريت کند، زيرا در صورتي که نويز وجود داشته باشد، هيچ زيرمجموعه​اي را نمي​توان پيدا کرد که ناسازگاري نداشته باشد و الگوريتم تمام ويژگي​ها را به عنوان جواب بازمي​گرداند. با يک تغيير کوچک مي​توانيم اين مساله را حل کنيم، به اينصورت که اجازه مي​دهيم يک ميزان معيني از ناسازگاري در مجموعه انتخاب شده وجود داشته باشد. 
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شکل 19- الگوريتم روش Focus
2) روش Schlimmer 
اين روش از يک شمارش سيستماتيک براي تابع توليد کننده و  يک معيار ناسازگاري نيز به عنوان تابع ارزيابي استفاده مي​کند. همچنين با استفاده از يک تابع مکاشفه​اي سرعت جستجو را براي يافتن زيرمجموعه بهينه افزايش مي​دهد. اين تابع مکاشفه​اي يک معيار قابليت اعتماد است، بر پايه اين ايده که احتمال مشاهده يک ناسازگاري مشاهده شود، نسبتي از درصد مقاديري است که زياد مشاهده شده​اند[7]. 
3) روش MIFES1 
اين روش در انتخاب ويژگي شباهت زيادي به روش Focus دارد. در اينجا مجموعه نمونه​ها را به شکل يک ماتريس ارائه مي​دهيم، هر عنصر نماينده يک ترکيب يکتا از يک نمونه منفي و يک نمونه مثبت است. يک ويژگي مانند f  يک پوشش براي يک نمونه از ماتريس ناميده مي​شود، اگر براي نمونه​هاي منفي و نمونه​هاي مثبت، مقادير عکسي داشته باشد. اين روش از يک پوشش با همه ويژگي​ها شروع مي​کند، و تکرار مي​شود تا وقتي که هيچ کاهشي نتوانيم براي پوشش داشته باشيم. مشکل اساسي اين روش اينست که فقط براي مسائل دو کلاسه و ويژگي​هاي منطقي قابل استفاده است. توضيحات کاملتر راجع به پوشش و نحوه اجراي الگوريتم را مي​توانيد در مرجع شماره [20] پيدا کنيد. 

3-2-3-7- تابع ارزيابي مبتني بر سازگاري - تابع توليد کننده تصادفي

نماينده اين گروه که جديدتر هستند، روش LVF است[21]. اين روش فضاي جستجو را بصورت تصادفي با استفاده از يک الگوريتم Las Vegas جستجو مي​کند، که يکسري انتخاب​هاي احتمالي انجام مي​دهد تا با استفاده از آنها سريعتر به جواب بهينه برسيم، همچنين از يک معيار سازگاري که با معيار استفاده شده در الگوريتم Focus متفاوت است.

اين روش براي هر زيرمجموعه کانديد، تعداد ناسازگاري را محاسبه مي​کند، که بر اين ايده استوار است که کلاس محتمل​تر آن است که در ميان نمونه​هاي اين زيرمجموعه ويژگي​، تعداد بيشري متعلق به آن کلاس باشند. يک حد آستانه​اي براي ناسازگاري در نظر گرفته مي​شود، که در ابتدا ثابت و بصورت پيش فرض صفر است و هر زيرمجموعه​اي که مقدار ناسازگاري آن بيشتر باشد، رد مي​شود. 
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شکل 20- الگوريتم روش LVF

اين روش مي​تواند هر زيرمجموعه بهينه را پيدا کند، حتي براي داده​هاي داراي نويز، به شرط آنکه سطح نويز درست را در ابتدا مشخص کنيم. يک مزيب اين روش اينست که احتياجي نيست که کاربر مدت زيادي را براي بدست آوردن يک زيرمجموعه بهينه منتظر بماند، زيرا الگوريتم هر زيرمجموعه​اي که بهتر از بهترين جواب قبلي باشد (هم از لحاظ اندازه زيرمجموعه انتخاب شده و هم از لحاظ نرخ سازگاري)، را به عنوان جواب باز​ مي​گرداند.

اين الگوريتم کارا است، زيرا تنها مجموعه​هايي براي ناسازگاري تست مي​شوند، که تعداد ويژگي​هاي درون آن کمتر يا مساوي بهترين زيرمجموعه​اي است که تا کنون پيدا شده است. پياده سازي​ آن آسان است و پيدا شدن زيرمجموعه بهينه را اگر منابع موجود اجازه دهند، تضمين مي​کند. يکي از مشکلات اين الگوريتم اين است که براي پيدا کردن جواب بهينه زمان بيشتري نسبت به الگوريتم​هايي که از توابع توليد کننده مکاشفه​اي استفاده مي​کنند، نياز دارد، چون اين الگوريتم از دانش مربوط به زيرمجموعه​هاي قبلي استفاده نمي​کند.

3-2-3-8- تابع ارزيابي مبتني بر خطاي طبقه ​بندي کننده- تابع توليد کننده مکاشفه​ اي

همانطور که قبلاً نيز اشاره کرديم، به مجموعه روش​هايي که از تابع ارزيابي مبتني بر نرخ خطاي طبقه​بندي کننده استفاده مي​کنند، (بدون توجه به نوع تابع توليد کننده استفاده شده) روش​هاي wrapper مي​گويند. در اين گروه روش​هاي مشهور زير را مي​توانيم ببينيم:

1) روش SFS (Sequential Forward Selection)
اين روش، کارش را با يک مجموعه خالي شروع مي​کند، سپس در هر تکرار يک ويژگي با استفاده از تابع ارزيابي مورد استفاده، به مجموعه جواب اضافه مي​کند، اين کار را تکرار مي​کند تا زمانيکه تعداد ويژگي لازم انتخاب شود. مشکلي که اين روش با آن روبروست، اينست که ويژگي اضافه شده در صورتيکه مناسب نباشد، از مجموعه جواب حذف نمي​شود[23]. 

2) روش SBS (Sequential Backward Selection)
اين روش برعکس SFS کارش را با مجموعه​اي شامل تمام ويژگي​ها شروع مي​کند و در هر بار تکرار الگوريتم، ويژگي که بوسيله تابع ارزيابي انتخاب مي​شود، را از مجموعه مورد نظر حذف مي​کند. اين کار را تا زماني ادامه​ مي​دهد که تعداد ويژگي​ها برابر يک تعداد معيني شود. مانند روش قبل مشکل اين روش اينست که ويژگي حذف شده را ديگر به مجموعه اضافه نمي​کند، حتي اگر مناسب باشد[23].

روش​هاي ديگري که در اين گروه وجود دارند، نسخه​هاي متفاوتي از دو روش قبلي يا ترکيب آنها هستند.

3) روش SBS-Slash
اين روش بر پايه اين مشاهده است که هنگامي​ که تعداد زيادي ويژگي وجود دارد، بعضي از طبقه بندي کننده​ها (مانند ID3 يا C4.5) مکرراً تعداد زيادي از آنها را استفاده نمي​کنند. الگوريتم با يک مجموعه ويژگي کار خودش را شروع مي​کند (مانند SBS)، اما بعد از يک مرحله تمام ويژگي​هايي را که در اين مرحله ياد گرفته است و استفاده نشده​اند، را حذف (Slashes) مي​کند[24].

4) روش PQSS ((p,q) Sequential Search)
در اينجا از بعضي از خواص بازگشت به عقب
 استفاده مي​کنيم. عملکرد الگوريتم به اين صورت است که در هر مرحله p ويژگي به مجموعه اضافه و q ويژگي از آن حذف مي​کند. حال اگر الگوريتم از مجموعه خالي شروع ​کرده باشد، بايستي اندازه p بزرگتر از اندازه q باشد. ولي اگر از مجموعه تمام ويژگي​ها شروع شده باشد، بايستي اندازه p کوچکتر از q باشد[25].

5) روش BDS (Bi-Directional Search)
مانند روش​هاي قبل است با اين تفاوت که جستجو را از دو طرف انجام مي​دهد[25].
6) روش Schemata Search
الگوريتم کارش را با مجموعه خالي و يا مجموعه تمام ويژگي​ها شروع مي​کند و در هر تکرار، بهترين زيرمجموعه را با حذف يا اضافه تنها يک ويژگي به مجموعه ويژگي، پيدا مي​کند. براي اينکه هر زيرمجموعه را ارزيابي کند، از تعيين اعتبار Leave-One-Out Cross Validation (LOOCV) استفاده مي​کند. در هر تکرار زيرمجموعه​اي انتخاب مي​شود که کمترين خطاي LOOCV را داشته باشد. کار به اينصورت ادامه مي​يابد تا هيچ تغيير با تک ويژگي نتواند باعث بهتر شدن زيرمجموعه شود[26].

7) روش RC (Relevance in Context)
در اينجا اين واقعيت تشريح شده است که بعضي از ويژگي​ها فقط در قسمتي از فضاي کار مربوط هستند. روش کار مشابه SBS است، اما با تغييرات عمده​اي که باعث محلي شدن آن شده است(انتخاب ويژگي​هاي مرتبط بر اساس تصميم گيري بوسيله نمونه​ها​) [27].

8) روش Queiros and Gelsema
شبيه SFS است اما پيشنهاد مي​کند که در هر تکرار، هر ويژگي در با تنظيمات متفاوتي بوسيله اثرات متفاوت ناشي از ويژگي​هاي قبلي ارزيابي شود[28]. دو نمونه از اين تنظيمات به اينصورت هستند:

i) هميشه فرض کنيم که ويژگي​ها مستقل هستند (ويژگي​هاي قبلي را در نظر نمي​گيريم).

ii) هيچگاه فرض نمي​کنيم که ويژگي​ها مستقل هستند (ويژگي​هاي قبلي را در نظر مي​گيريم).

در اين روش و تعدادي از روش​هاي قبلي در اين گروه از نرخ خطاي بيز به عنوان خطاي طبقه بندي کننده استفاده مي​کنيم.

3-2-3-9- تابع ارزيابي مبتني بر خطاي طبقه​ بندي کننده - تابع توليد کننده کامل

در اين گروه چهار روش وجود دارد، که دو روش اول آن بوسيله Ichino  و  Sklansky ارائه شده است.

1) روش Linear Classifier
2) روش Box Classifier
در دو روش فوق مساله انتخاب ويژگي بوسيله برنامه نويسي صفر و يک حل شده است[29,30,31].

3) روش AMB&B (Approximate monotonic branch and bound)
اين روش براي حل مشکلات B&B ارائه شده است، به اين صورت که به تابع ارزيابي اجازه داده مي​شود که غير يکنوا باشد[32]. در اينجا به تابع توليد کننده اجازه داده مي​شود که زيرمجموعه​هايي توليد کند که محدوديت تعيين شده را نقض مي​کنند، اما زيرمجموعه​اي که بعنوان جواب انتخاب مي​شود، نبايد محدوديت ذکر شده را نقض کرده باشد.

4) روش BS (Beam Search)
اين روش يک نمونه از جستجوي Best-First، است که از صف محدود شده براي محدود کردن فضاي جستجو استفاده مي​کند. صف از بهترين به بدترين مرتب مي​شود، در اينصورت، بهترين زيرمجموعه در ابتداي صف قرار داده مي​شود. تابع توليد کننده به اين صورت عمل مي​کند که زيرمجموعه موجود در ابتداي صف را انتخاب و کليه زيرمجموعه​هاي ممکن با اضافه کردن يک ويژگي به آن را توليد مي​کند و آنها را در محل مناسبشان در صف قرار مي​دهد. در صورتي که هيچ محدوديتي در اندازه صف نداشته باشيم، اين روش يک جستجوي جامع است. در حالتي که محدوديت طول برابر يک را براي صف داشته باشيم، اين روش با SFS برابر است.

3-2-3-10- تابع ارزيابي مبتني بر خطاي طبقه ​بندي کننده - تابع توليد کننده تصادفي

در اين گروه پنج روش وجود دارد، که به شرح ذيل مي​باشند.

1) روش LVW
اين روش زيرمجموعه​هايي به صورت کاملاً تصادفي با استفاده از الگوريتم Las Vegas توليد مي​کند[33].

2) روش الگوريتم ژنتيک GA (Genetic Algorithm)
در اين روش يک جمعيت از زيرمجموعه​هاي کانديد توليد مي​کنيم. در هر بار تکرار الگوريتم، با استفاده از عملگرهاي جهش و بازترکيبي بر روي عناصر جمعيت قبلي، عناصر جديدي توليد مي​کنيم. با استفاده از يک تابع ارزيابي، ميزان شايستگي عناصر جمعيت فعلي را مشخص کرده و عناصر بهتر را به عنوان جمعيت نسل بعد انتخاب مي​کنيم. پيدا شدن بهترين جواب در اين روش تضمين نمي​شود ولي هميشه يک جواب خوب به نسبت مدت زماني که به الگوريتم اجازه اجرا داده باشيم، پيدا مي​کند.

3) روش SA (Simulated Annealing)
در اينجا نيز مانند الگوريتم ژنتيک، تابع توليد کننده آن از توليد تصادفي استفاده مي​کند ولي در توليد تصادفي از يک جريان خاصي پيروي مي​کند.

4) روش RGSS (Random Generation plus Sequential Selection)
اين روش مشابه SBS و SFS است با اين تفاوت که يک زيرمجموعه تصادفي توليد مي​کند و سپس SBS و  SFS را با استفاده از اين زيرمجموعه توليد شده اجرا مي​کند. در واقع فاکتور تصادف را به دو روش ذکر شده تزريق مي​کند، تا کارآئي آنها را افزايش دهد.

5) روش RMHC-PF1 (Random Mutation Hill Climbing-Prototype and Feature selection)
نمونه​هاي اوليه
 و ويژگي​ها در اينجا همزمان براي استفاده در طبقه بندي کننده نزديکترين همسايه انتخاب مي​شوند، همچنين براي ثبت نمونه​هاي اوليه و ويژگي​ها از يک بردار شرطي استفاده مي​شود. تابع ارزيابي نيز، نرخ خطاي طبقه​بندي کننده نزديکترين همسايه مي​باشد. در هر تکرار، بصورت تصادفي يکي از بيتهاي بردار جهش داده مي​شوند، تا يک بردار جديد براي تکرار بعدي توليد شود. 

تمام روش​هاي اين گروه پارامتر​هاي زيادي دارند که بايستي تنظيم شود، مثلاً LVW حد آستانه​اي براي نرخ ناسازگاري، در الگوريتم​هاي ژنتيک اندازه جمعيت اوليه، نرخ بازترکيبي و نرخ جهش و يا در SA، تعداد تکرار حلقه، دماي اوليه و احتمال جهش. تنظيم دقيق اين پارامترها عملکرد اين الگوريتم​ها را بهبود مي​بخشد.

3-2-4- جمع بندي روشهاي انتخاب ويژگي
براي اينکه يک جمع​بندي از کليه روش​های انتخاب ويژگی داشته باشيم، نمودار آنها را برحسب سه نوع تابع توليد کننده در شکل زير نشان داده​ايم[6].
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شکل 21- طبقه بندي روش​هاي مختلف انتخاب ويژگي
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